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 מבוא

באמצעות סיווג בייס , מלאכותית בנושא תיוג כותרות של כתבות לפי נושאבמסמך זה נסקור פרויקט בבינה 

 Natural)הבעיה שבחרנו לפתור היא חלק מתחום עיבוד השפה הטבעית . נאיבי ושיטות שונות בעצי החלטה

Language Processing) ,םתחום של בינה מלאכותית אשיר מכיל יריעה רחבה של בעיות ותחומי-תת. 

 content)כגון המלצת תוכן לגולשים , של כתבות לפי נושא עשויים להיות שימושים שונים לסיווג אוטומטי

recommendation) ,והיא סיווג של ציוצי טוויטר  -בפרויקט זה התמקדנו בבעיה פרטית של סיווג כותרות . ועוד

צים הובאו מחשבונות הציו. ספורט וטכנולוגיה, פוליטיקה; שמכילים כותרות של כתבות משלושה נושאים שונים

להרחיב את הבעיה לסיווג , כמובן, ניתן. טוויטר של סוכנויות ידיעות אשר מסווגות לשלושת הנושאים השונים

 .מתוך אוסף סופי של נושאים, של כותרות מכל נושא שהוא

 בנושא עצי ההחלטה התמקדנו. השיטות שבהן השתמשנו לפתרון הבעיה הן סיווג בייס נאיבי ועצי החלטה

 .ובחנו הרחבות שונות שלו, ID3 (DTL)באלגוריתם 

 רקע תיאורטי

 Naive Bayes Classifier -סיווג בייס נאיבי 
 . מסווג בייסיאני נאיבי הוא מסווג הסתברותי שמסתמך על הפעלת משפט בייס

 :תהליך השימוש במסווג בייסיאני מתחלק לשני שלבים

 .שלהן( classification)ת  והסיווג אוסף של דוגמאו - training setהמסווג מקבל  .0

ר 'כאשר כל ערך מציין את הערך שמקבלת הדוגמא בפיצ, כל דוגמא מיוצגת על ידי וקטור של ערכים

 .מסוים( מדד)

 .המסווג צריך לחזות את הסיווג שלה, בהינתן דוגמא חדשה שהסיווג שלה אינו ידוע .1

 .רים אחרים'א בלתי תלוי בפיצר הו'מכיוון שהוא מניח שכל פיצ" נאיבי"המסווג נקרא 

 משפט בייס ומשמעותו
  ( Outcome)ותוצאה   ( Evidence)נניח שיש לנו ראיה 

 .        כלומר את , קרתה  אם ראינו שהראיה   אנו רוצים לדעת מה הסיכוי לקבל את התוצאה 

 .         כלומר את ,  קרתה בהינתן שהתוצאה בסוף הייתה   נניח שאנו יודעים מה הסיכוי שהראיה 

 :כך שנוכל לחשב אחת מתוך השניה, משפט בייס נותן קשר בין שני הסתברויות אלה

        
            

     
 

 הקשר של משפט בייס למסווג בייסיאני
 .ר יחיד'בחלק זה נתייחס לפיצ

 .היא סיווג מסוים של הדוגמא  ר והתוצאה 'היא ערך מסוים שקיבלה הדוגמא בפיצ  בהקשר הזה הראייה 

כלומר את , שנתון לו כדי להעריך את הסיכוי של אותו סיווג מסוים של הדוגמא  המסווג מעוניין להשתמש ב

       . 

הוא השכיחות של       ההנחה הבייסיאנית היא ש.                       נקרא       בהקשר זה 

אז לפי ,  מתאר את הסיווג   כלומר אם  .training set -רב הדוגמאות שהמסווג ראה בבק  הסיווג המתאים ל

 :ההנחה הבייסיאנית

                                        
                                             

              
 

-גם על סמך ה ,            כעת מעריך המסווג הבייסיאני את   training set. 
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-בקרב הדוגמאות ב  כלומר גודל זה נגזר משכיחות הערך  training set שמסווגות    . 

 :ניתן לחשב על ידי נוסחת ההסתברות השלמה      לבסוף את ההסתברות 

                           

                 

 

        : באמצעות משפט בייס        כעת נחשב את 
            

     
. 

שיש לו הסתברות מקסימלית בהינתן   יחזיר המסווג את הסיווג   ר 'בהינתן דוגמא חדשה עם ערך הפיצ

 :כלומר  הראיה  

      

                 
              

 של מסווג בייסיאני נאיבי" נאיביות"והרים מרובים 'פיצ
רים מרובים וסדרה של 'אך ברוב המקרים המעניינים יהיו לנו פיצ, ר בודד'נשים לב שעד כה דיברנו על פיצ

 .רים אלו'שקיבלה הדוגמא בפיצ          ערכים 

 .                              יהיה לנו קשה להעריך את ברוב המקרים האלה 

 (.הסתברותית)רים השונים עלולים להיות תלויים זה בזה 'זאת מכיוון שהערכים בפיצ

 :ולכן מתקיים, רים בלתי תלויים זה בזה'היא שכל הפיצ, נאיביהבייסיאני ההמסווג של " נאיבית"ההנחה ה

                     
        

 
                           

 

. המסווג הבייסיאני הנאיבי נותן ביצועים מעולים באפליקציות מסוימות, התלות-החזקה לגבי אילמרות ההנחה 

.אחת מהן היא סיווג טקסט  

 

  Decision Tree -עץ החלטה 
תן דגימה חדשה העץ ינבה. והסיווג שלהן אשר נבנה על סמך אוסף דגימות ץעץ החלטה הוא מודל בצורת ע

בזמן הבנייה או )שנותנים לעץ ( example)לכל דגימה (. classification)ג שלה לסיוו( prediction)נותן חיזוי 

מתוך  (value)כל תכונה יכולה לקבל ערך (. classification)וכן סיווג ( attributes)יש אוסף תכונות ( בזמן החיזוי

 .כווקטור של ערכי התכונות שלהניתן לייצג כל דגימה , אם כך. קבוצה של ערכים

וכל קשת בעץ מתאימה לאחד , מייצג בחינה של תכונה (החל מהשורש)ההחלטה שאינו עלה כל צומת בעץ 

בהינתן עץ החלטה בנוי (. classification)סיווג  יםהעלים בעץ מייצג. הערכים של התכונה שממנה יצאה הקשת

ולאחר , כונה של הדגימהבכל צומת נבדקת ת; ניתן להשתמש בעץ כדי לחזות את הסיווג של הדגימה, ודגימה

ממשיכים כך בבדיקת תכונות עד . העץ המתאים לערך של התכונה שנבדקה-כל בדיקה כזאת עוברים לתת

 .והוא מייצג את הסיווג שהעץ נתן לדגימה -שמגיעים לעלה בעץ 

 decision_tree.pyבקובץ  DecisionTreeי המחלקה "נוצר ע - unit07cדוגמה לעץ ההחלטה שמופיע במצגת 
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 :שלבים 1-ניתן להפריד את העיסוק בעץ ההחלטה ל

 .שבעזרתו נוכל לחזות דגימות חדשותנרצה לבנות עץ , והחיזוי שלהן בהינתן אוסף דגימות -בניית העץ  (1

 סיווג הדגימה , וקטור ערכי הדגימה; > הקלט של שלב הבנייה הוא אוסף של זוגות לכל דגימה>. 

  עץ החלטההפלט של שלב הבנייה הוא מבנה של. 

 

 .נרצה להשתמש בעץ ההחלטה כדי לחזות את הסיווג שלה, דגימהבהינתן  - ץזרת העבע חיזוי (6

 (.וקטור של ערך לכל תכונה בדגימה)ודגימה , הקלט של שלב החיזוי הוא מבנה של עץ החלטה 

  הפלט של שלב החיזוי הוא סיווג(classification.) 

DTL - בניית העץ 
, ץ היא לבנות עץ החלטה שיהיה אופטימאלי בחיזוי הסיווג של דגימות עתידיותהמטרה של שלב בניית הע

 ;בפרויקט עשינו שימוש בשני סוגים של עצים .ייתן אחוז הצלחה גבוה ככל הניתן בחיזוי, כלומר

העץ יכריע האם הכתבה ( כותרת של כתבה)בהינתן דגימה , לדוגמה -עצי החלטה שנותנים סיווג בינארי  (0

 (.True / False)' פוליטיקה'היא מסוג 

הכתבה  סוגהעץ יכריע את ( כותרת של כתבה)בהינתן דגימה  -עצי החלטה בעלי סיווג למחלקות מרובות  (1

 (.ספורט או טכנולוגיה, פוליטיקה)

בדיקת איכות החיזוי . אוסף של דגימות והסיווג שלהן - training setבניית העץ מתבצעת באמצעות למידה על 

 .אוסף של דגימות בעלות סיווג ידוע מראש - test setעת באמצעות חיזוי הסיווג של של העץ מתבצ

 ID3אלגוריתם 
ID3  הוא אלגוריתםDTL י בחירה חמדנית של "בסיסי אשר עובר על הדגימות ובונה את העץ באופן רקורסיבי ע

פונקציה אשר בוחרת בעזרת  - CHOOSE-ATTRIBUTEהאלגוריתם עושה שימוש בפונקציה  .תכונה בכל שלב

 .היוריסטיקה את התכונה הטובה ביותר שתהיה הבאה בתור בעץ

 

 היוריסטיקות

 אנטרופיה

והיא רלוונטית עבור ההיוריסטיקות אשר נציין , הוודאות לגבי התפלגות מסוימת-אנטרופיה היא מדד למדידת אי

 .בהמשך

                     : האנטרופיה מוגדרת לפי הנוסחה,          עבור התפלגות 
 
    

מציינת את התפלגות הסיווגים בקבוצת           ההתפלגות , ID3-בהן נשתמש ב עבור ההיוריסטיקות

  .הדגימות בעלות אותו ערך עבור תכונה מסוימת

1  function DTL(examples, attributes, default) returns a decision tree 

2  if examples is empty then return default 

3  else if all examples have the same classification then return the classification 

4  else if attributes is empty then return classification of majority of examples  

5  else 

6   best <-- CHOOSE-ATTRIBUTE(attributes, examples) 

7   tree <-- a new decision tree with root test best 

8   for each value vi of best do 

9    examplesi <-- {elements of examples with best = vi} 

10   subtree <-- DTL(examplesi, attributes - best, CLASSIFICATION(examples)) 

11   add a branch to tree with label vi and subtree subtree 

12  return tree 
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Information Gain 
ערך זה הוא מעניין מכיוון (. אחרי פיצול לפי תכונה מסויימת)הוא מדד לתוחלת ההפתחה באנטרופיה  IGערך 

 .יצמצם ככל הניתן את מידת חוסר הוודאות שלנו פיצול לפיהשהוא מאפשר לבחור את התכונה ש

 .vהוא  aאוסף הדגימות שערכן בתכונה  - S(a,v), תכונה כלשהי של הדגימות - a, קבוצת הדגימות - S :נסמן

              
        

   
           

          

 .לסיווגים שונים Sמחושבת על ההתפלגות של קבוצת הדגימות      כאשר האנטרופיה 

Information Gain Raio 

 .Sשיכולנו לקבל אם היינו מחלקים את קבוצת הדגימות  IG-לבין ה IGמבטא את היחס בין  IGRערך 

          : נגדיר
        

   
     

        

   
             

         : מוגדרת כך IGR-ו
       

       
 

Gini Impurity 

הוא חוסר  0-ו, הוא אחידות מלאה 1כאשר  -          יני מודד את חוסר האחידות של ההתפלגות 'מדד ג

יני מחושב על פונקציית 'מדד ג. אם היא מעלה את האחידות" טובה לבחירה"תכונה תיחשב  .אחידות מירבי

 :גימהוהסיווגים של כל ד Sלכן נגדיר ראשית את הפונקציה עבור אוסף דגימות , יני'ג

                       

                 

 

 :פונקציית היוריסטיקה תהיה

                           
        

   
            

           

 

 חיזוי בעזרת העץ
תהליך החיזוי כולל מעבר על צמתים . ל דגימהלאחר בניית עץ ההחלטה ניתן להשתמש בעץ כדי לחזות סיווג ש

ולכן יש לחשב את ערך התכונה הזאת על הדגימה ולעבור לצומת , כל צומת מייצג תכונה. בעץ החל מהשורש

 .עד שמגיעים לעלה בעץ אשר מכיל את החיזוי לדגימה, כך -הבא לפי הערך שחישבנו 

בהתאם לצמתי העץ , ם של תכונות שונות בדגימהתהליך חיזוי על דגימה דורש מאיתנו לחשב ערכי, כלומר

ולכן נרצה לצמצם , בעיה חישוביתלעיתים מציאת ערך של דגימה עשוי להיות . בהם אנו נתקלים במהלך החיזוי

במצבים בהם נדרשים  מיוחדתמצב זה ידרוש התייחסות . את מספר הערכים שנבדקים לכל דגימה ככל הניתן

 .זמן קצר לבצע חיזוי לדגימות רבות תוך

. כאשר המדד שלנו הוא מספר התכונות הממוצע שנבדקו לכל דגימה, בהמשך נציג שיטה לייעול תהליך החיזוי

 .ID3בנייתו בעזרת  לאחרי אופטימיזציה למבנה העץ "הייעול יתבצע ע
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 תיאור הבעיה

 רקע
 .הנושא שבו הציוץ עוסק, יותרובאופן ספציפי , א סיווג של ציוץ בטוויטר לפי סוגהבעיה שאיתה נתמודד הי

 –בצורה הטובה ביותר יש להבין את הסמנטיקה של הציוץ על מנת לפתור אותה . בעיה זו היא קשה ומאתגרת

, שפה אנושית לא מקיימת חוקים סינטקטיים כה ברורים כמו שפות מחשב. כלומר להבין שפה אנושית

 . הסינטקטי שלו והמשמעות של טקסט אנושי לא נגזרת באופן ישיר מהמבנה

ניתן לזהות . (content recommendation)ת תוכן והמלצל אפשרי של סיווג טקסט לפי נושא יכול להיות שימוש

מה הנושאים שמעניינים כל משתמש לפי היסטוריית הגלישה שלו או הפרופיל שלו ברשת חברתית ולזהות תוכן 

 .חדש באותו נושא על מנת להמליץ עליו למשתמש

 .ולים להיות עוד שימושים רבים ומגוונים ליכולת זוכמובן יכ

 ייצוג הבעיה
 training setעל מנת שנוכל להכין )על מנת להתמודד עם הבעיה נדרשנו למאגר של ציוצים שסיווגם ידוע 

 (.בשביל המסווגים ולבדוק את ביצועיהם על ציוצים חדשים

 .וטכנולוגיה, ספורט, פוליטיקה: בחרנו להשתמש בקבוצה של שלושה סיווגים אפשריים

 .על מנת לעשות זאת השתמשנו ברשימה של חשבונות טוויטר שאספנו באופן ידני

 .ל"חשבונות הטוויטר שבהם השתמשנו הם חשבונות של סוכנויות ידיעות שמשתייכות לאחד מהתחומים הנ

ץ לדוגמא הקוב: ת לקודל תחום ניתן למצוא בקבצים המצורפרשימת החשבונות של כ

sports_news_twitter_accounts מכיל את כל סוכנויות הידיעות של חדשות ספורט שבהם השתמשנו. 

 . כתבנו תוכנית שמורידה את כל הציוצים של כל אחד מהחשבונות שהזנו לה

למשל שכל . המאגר נבנה על סמך ההנחה שכל הציוצים של סוכנות חדשות מתחום מסוים עוסקים באותו תחום

 .כך יכולנו לדעת מה הסיווג של כל ציוץ. עוסקים בספורט ESPNהחשבון הרשמי של  הציוצים של

  .סוכנויות מכל סוג 15. סוכנויות ידיעות 75-לצורך הפרוייקט השתמשנו ב

 .ציוצים 115,111-הוא כ( testing-והן ל training-הן ל)סך הציוצים שבהם השתמשנו 

  training set -דאגנו שהציוצים של חשבון מסוים יופיעו או כולם ב testing set-ול training set-המאגר לבחלוקת 

עדיין  "ראה"נשלח מחשבון שאותו לא , נבחן המסווגעל ידי כך הבטחנו שכל ציוץ שעליו . testing setאו כולם 

גבוהים רק לאחוזי הצלחה צעד זה נועד למנוע מצב שבו המסווג מגיע כביכול . training set-המסווג במסגרת ה

ולא בגלל שהוא מזהה דמיון כללי יותר , ידיעות בגלל שהוא מזהה דמיון בין ציוצים שנכתבו על ידי אותה סוכנות

  (.ובסגנון כתיבה שונה סוכנויות שונותאפילו שנכתבו על ידי )בין ציוצים שעוסקים באותו תחום 
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 תיאור הפתרון

 פתרון בעזרת סיווג בייס נאיבי
/ ספורט / פוליטיקה )י היא שיטה סטטיסטית אשר מניחה מודל הסתברותי עבור כל סוג כתבה סיווג בייס נאיב

. י שימוש בכלל בייס"מחשבת את ההסתברות המותנית של הכתבה הנתונה ופותרת את הביעה ע, (טכנולוגיה

( unigram) מודל של מילים בודדות -במסגרת הפרויקט ניסינו שני סוגים של מודלים הסתברותיים בשיטה זו 

 (.bigram)ומודל של צמדי מילים המופיעות בזו אחר זו 

רים 'האתגר המרכזי היה בחירה של פיצ, ח"המסווג הבייסיאני הנאיבי שהוגדר בתחילת הדומעבר למימוש 

(features )שישמשו את המסווג כדי לייצג דוגמאות . 

 :רים שמשמשים אותם'הנבדלים בפיצ, נאיביםבמסגרת הפרוייקט מימשנו שני סוגים של מסווגים בייסיאנים 

Unigrams 
, ההנחה היא שציוץ מסוג ספורט למשל, כלומר. רים'מסווג זה השתמש במילים בודדות המופיעות בציוץ כפיצ

כאשר הסיכוי לכל מילה הוא השכיחות שלה בקרב ציוצי , מייצר באופן אקראי ובלתי תלוי סדרה של מילים

 .training set-ספורט ב

העוסקים בנושא  ציוציםההנחה הבסיסית בפתרון זה היא שיש מילים שקשורות לנושא מסוים ומופיעות יותר ב

הן המילים אותן הגיוני לנחש שהטקסט עוסק בנושא שבו , רואים מילים כאלה בציוץ חדשכאשר , אי לכך. זה

 .הכי שכיחות

 :בעיה קשה במודל זהקיימות , מצד שני

 .לחלוטין מהסדר שבו מופיעות המילים בציוץ ומההקשר של כל מילההמודל הזה מתעלם 

 :בעיה זו הובילה אותנו להוסיף מודל חלופי

Bigrams 
 .רים'כפיצ( באותו משפט)מסווג זה השתמש בצמדי מילים המופיעות בציוץ בזו אחר זו 

סדר של המילים בכל הקשור להתייחסות ל Unigrams-שיטה זו נועדה לפתור את הבעיותיות של שיטת ה

ההנחה היא שבמקרים רבים אותה מילה שמופיעה בהקשר שונה יכולה להעיד . וההקשר שבו כל מילה מופיעה

 Tennis Courtאך צמד המילים , לבדה אופיינית יותר לפוליטיקה Courtלדוגמא המילה  .על נושא אחר לחלוטין

 .אופייני הרבה יותר לספורט

 :במודל זה קיימת גם בעיה משמעותית, אולם

. מספר צמדי המילים האפשריים מגיע למליונים רבים, היות ומספר המילים הבודדות השונות מגיע אלפים

רוב צמדי המילים שרואים בדוגמאות חדשות , גדול מאוד training set-התוצאה היא שאפילו כשמשתמשים ב

 .ץ להתעלם מהםולכן נאלtraining set -עלולים להיות צמדי מילים שהמסווג לא ראה ב

קטנות ומסימני פיסוק ומרכיבים סינטקטיים /ל התעלמו מאותיות גדולות"רים הנ'הפיצבשתי השיטות נציין ש

 .ולא משפיעים על נושא הציוץ נוספים שנראו לנו לא רלוונטים

 

 פתרון בעזרת עץ החלטה
התכונות ערכנו ניסויים על שני לאחר קביעת . של ציוץ (attributes)במרכז הפתרון נדרשנו לקבוע מה התכונות 

 :עצים שונים

בנינו עץ כזה עבור כל אחד . עבור נושא של ציוץ מסוים True/Falseנותן חיזוי של  -עץ חיזוי בינארי  (0

 (.טכנולוגיה, ספורט, פוליטיקה)מהנושאים שבדקנו 

 .בהינתן ציוץ( הטכנולוגי, ספורט, פוליטיקה)הכתבה  סוגנותן חיזוי של  -עץ חיזוי למחלקות מרובות  (1

 .באמצעות היוריסטיקות שונות והרחבות שונות לאלגוריתם, ID3כל העצים נבנו באמצעות 

 תכונות של ציוץ
 :האטריבוטים שבהם השתמשנו בעץ ההחלטה מתחלקים לשני סוגים
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 אלוהערכנו שלאלמנטים ) את האלמנטים הבאים מכיל או לא מכילאטריבוטים המציינים האם הציוץ  (0)

 :(עשוי להיות קשר לנושא הציוץ

(a)  מציין שנה 1011-ל 0711בוצע על ידי הערכה נאיבית שכל מספר בין  –שנה. 

(b)  י זיהוי התו "בוצע ע –כסף"$." 

(c) מספרים שאינם שנים. 

(d)  הערים  0111י רשימה של מדינות העולם ורשימה של "בוצע ע –שם של מדינה או של עיר

 .הגדולות בעולם

(e)  המותגים המובילים בעולם 511י רשימת "בוצע ע –שם של חברה או של מותג. 

(f) סימן קריאה או סימן שאלה. 

(g) מילה שמשלבת בתוכה גם אותיות וגם מספרים. 

 

 :אטריבוטים המסתמכים על מסווג חיצוני (1)

(a) מסווג נאיבי בייסיאני של  י"הציוץ ע אטריבוט שערכו הוא לפי הסיווג שלUnigrams. 

(b) מסווג נאיבי בייסיאני של י "הציוץ עכו הוא לפי הסיווג של אטריבוט שערBigrams. 

עם זאת . גישה סטנדרטיתא לא יעל גבי עץ ההחלטה ה םהבייסיאני יםאת המסווגהרעיון לשלב 

 .חשבנו שיש לספק לעץ ההחלטה את כל המידע הזמין לנו כדי להגיע להצלחה גבוהה ככל האפשר

של המסווגים  training set-של עץ ההחלטה וה training set-חשוב לציין בהקשר הזה כי ה

ההגיון בכך היה שעץ ההחלטה יילמד . הבייסיאנים ששימשו אותו לאטריבוטים היו שתי קבוצות זרות

 training set-ב" ראו"על ביצועי המסווגים הבייסיאנים על דוגמאות חדשות שהמסווגים הבייסיאנים לא 

 .בכל שלבייקת יותר באילו מסווגים להשתמש בהחלטה בצורה המדו וכך יילמד, שלהם

 "הכרעת הרוב"בחירה של סיווג לפי 
טובה "התאמה של העץ בצורה , כלומר - overfittingאחת הבעיות המרכזיות בבנייה של עצים בינאריים היא 

ומתמודד כך שהעץ מתאים את עצמו בצורה הדוקה לקבוצת הלמידה , (training set)לקבוצת הלמידה " מדי

 (.test set)בצורה לא אופטימאלית עם דגימות אמיתיות 

לקבוצת  overfitting-מוגדרת כ    השערה , Hבהינתן מרחב השערות ; overfittingהגדה פורמאלית של 

לגבי קבוצת  'hקטנה מהטעות של  hכך שהטעות של ,     , הלמידה אם קיימת השעה אלנטרנטיבית

 .הדגימותעל כל  hקטנה מהטעות של  'hאבל הטעות של , הלמידה

שיתאימו לסווג את  ךכ -יצמיח ענפים עמוקים בעץ ככל האפשר , כפי שתואר ברקע התיאורטי, ID3אלגוריתם 

יווצר מצב " רועשת"קבוצת הלמידה קטנה או  במקרים בהם, לכן. הדגימות מקבוצת הלמידה בצורה מושלמת

 ;ID3-נו שינוי קל בכדי לפתור בעיה זאת בח. overfittingשל 

 

 כלבמקום לדרוש ש, כלומר צומת שקובעת סיווג של דגימה, כאשר יוצרים עלה בעץ - 3השינוי בוצע בשורה 

 .מהדגימות יהיו מאותו סיווג X%נדרוש שרק ( classification)הדגימות יהיו מאותו סיווג 

מקדם  בדקנו ריצות של האלגוריתם עם ערכי(. classification factor" )מקדם סיווג" -זה  Xמעתה נקרא לערך 

 .כדי להבין האם השינוי המוצע מועיל לקבלת תוצאות טובות יותר, שונים ועל קבוצות דגימה שונות סיווג

1  function ID3_enhanced(examples, attributes, default) returns a decision tree 

2  if examples is empty then return default 

3  else if X percent of the examples have the same classification then return the classification 

4  else if attributes is empty then return classification of majority of examples 

5  else 

6   best <-- CHOOSE-ATTRIBUTE(attributes, examples) 

7   tree <-- a new decision tree with root test best 

8   for each value vi of best do 

9    examplesi <-- {elements of examples with best = vi} 

10   subtree <-- DTL(examplesi, attributes - best, CLASSIFICATION(examples)) 

11   add a branch to tree with label vi and subtree subtree 

12  return tree 
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 גיזום ואופטימיזציה על מבנה העץ
. בוצת הלמידה בצורה מושלמתיצמיח ענפים עמוקים בעץ כך שיתאימו לסווג את כל הדגימות מק ID3אלגוריתם 

הוא גדול  ID3י "העץ שנוצר ע -כאשר מסווגים לפי תכונות רבות ומייצרים את העץ לפי קבוצת למידה גדולה 

וחריגים בעלי תכונות " מקרי קצה"בקבוצת למידה גדולה יהיו ; באלגוריתם 4הסיבה לכך טמונה בשורה . מאוד

למצב שגם במעבר על כל התכונות לא הצליח לסווג את הדגימות  ולכן האלגוריתם יגיע, לא מתאימות לסיווג

 .רוב הדגימות שנשארוליצור עלה בעץ לפי הסיווג של " ייאלץ"ו, בצורה מושלמת

במקרה כזה ניתן היה לגזום את שורש . עצים שלמים בעץ שכל העלים שבהם זהים-התופעה הזאת יוצרת תתי

(. ואת אחוז הצלחת החיזוי של העץ)לשנות כלל את התנהגות העץ מבלי , העץ ולהחליפו בעלה הרלוונטי-תת

 ;עץ שכזה שהתקבל באחת הריצות-הנה דוגמה לתת

 

 לפני שעבר אופטימיזציה על המבנה -עץ לדוגמה -תת

ובכך לייעל את החיזוי  -ניתן לבצע עליו גיזום ולהקטין אותו מבלי לפגוע בו , ID3לאחר שיצרנו עץ באמצעות 

עץ לאחר -הנה דוגמה לאותו תת .מכיוון שכל חיזוי ידרוש בממוצע פחות שלבים עד קבלת תוצאה, בשימוש בעץ

 ;שעבר אופטימיזציה על המבנה

 

 אחרי שעבר אופטימיזציה על המבנה -עץ לדוגמה -תת

חשוב להבין שגיזום מסוג זה לא . בדוגמה הזאת הצלחנו להקטין את מבנה העץ משמעותית ולהוריד רמה אחת

חיזוי על העץ לפני הגיזום וחיזוי על העץ אחרי הגיזום יתנו את אותו , לכל דגימה שנבחר ;ה את החיזוימשנ

כלומר אורך החיזוי הממוצע עבור , במסגרת הניסויים בדקנו את השפעת הגיזום על יעילות השימוש בעץ .חיזוי

 .דגימה

 הסברים להרצת התוכנה
. main.pyי הרצה של קובץ "ניתן להריץ את התוכנה ע. כנת פייתוןאת האלגוריתמים לפתרון הבעיה יישמנו בתו

התוכנה . ולבסוף מייצר פלט של תוצאות כל הניסויים שהורצו, הקובץ הראשי עושה שימוש במספר מחלקות

 . בתיקייה שממנה הורצה התוכנה, של תרשימי העצים שנוצרו במהלך הריצה PNGיוצרת תמונות 
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ולהוסיף אותה , blockdiag, את התרשימים יש להתקין ספריית פייתון חיצונית כדי לייצר - חשוב לשים לב

 (.PATH / ENV)למשתני הסביבה 

 :שלבים בריצת התוכנית

 tweets_trainingרק אם לא קיימים קבצים בתיקייה  - greptweetבעזרת  -הורדה של מאגר ציוצי טוויטר  (0

 יוכלו לעשות שימוש decision_tree-ו bayes_classifierשבה  - testing_setפירסור הנתונים לתצורת  (1

 כמפורט בהמשך -הרצת כל הניסויים  (3

 - רב זמן לקחת עשויה התוכנית הרצת. בסוף הרצת התוכנית מתקבל פלט עם תוצאות כל הניסויים שבוצעו

  .output/main.out בקובץ התכנית פלט את למצוא ניתן

http://blockdiag.com/en/
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 ניתוח התוצאות

 סיווג בייס נאיבי
 

 .בגדלים שונים training setהגרף הבא מתאר סדרת ניסויים שבוצעו לשני המסווגים הבייסיאנים עם 

 .ציוצים חדשים 18,980הכולל  testing setכל המסווגים נבדקו על אותו 

 

 

גדל המסווגים   training set-ככל שה –ראשית אפשר לראות ששני המסווגים מראים עקומת למידה טובה 

 .מגיעים לאחוז הצלחה גבוה יותר

על  Bigramsמשמעותית טוב יותר ממסווג  Unigramsדבר שני שאפשר לראות הוא שאחוז ההצלחה של מסווג 

 .כל הגדלים שהרצנו

 .גדל  training set -שההולך ומצטמצם ככל  Unigram-שאפשר לראות הוא שהפער לטובת מסווג ה שלישידבר 

 .גדל training set-ודבר נוסף שאפשר לראות הוא שקצב השיפור של כל אחד מהמסווגים הולך וקטן ככל שה

 עצי החלטה
את , (png)במהלך כל ניסוי נוצרות תמונות של העצים הרלוונטיים . ניסויים בנושא עצי החלטה 5ביצענו 

 .התמונות ניתן למצוא בתיקיית הפרויקט

 (T/F)עצי החלטה בעלי סיווג בינארי  - 1 ניסוי
, פוליטיקה)עבור כל אחד מהנושאים  (True / False)הסיווג של כל עץ הוא בינארי . בנינו שלושה עציםבניסוי זה 

ומדדנו אחוזי הצלחה על , ציוצי טוויטר 206,854בכל אחד מהעצים ביצענו למידה על (. טכנולוגיה, ספורט

 .ציוצים חדשים 18,980

 .Bigram-ב 86.03%-ו Unigram-ב 93.51%לעומת , 91.89%בעל אחוזי הצלחה של  -' פוליטיקה'עץ ה

 .Bigram-ב 88.33%-ו Unigram-ב 94.07%לעומת , 94.11%בעל אחוזי הצלחה של  -' ספורט'עץ ה

 .Bigram-ב 87.84%-ו Unigram-ב 94.34%לעומת , 94.15%בעל אחוזי הצלחה של  -' טכנולוגיה'עץ ה

 .ניתן למצוא את שרטוטי העצים בתיקיית הפרויקט
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 השוואות היוריסטיקות - 2ניסוי 
עם זאת יש לציין . נתנו תוצאות כמעט זהות עם האטריבוטים שבהם השתמשנושלושת היוריסטיקות 

 .שהתוצאות לא היו זהות לחלוטין והעצים שנבנו היו שונים

Information Gain - 89.9151% בעל אחוזי הצלחה של 

Information Gain Ratio - 89.9151% בעל אחוזי הצלחה של 

Gini Impurity -  89.9014%בעל אחוזי הצלחה של 

אפשר לראות ששני האטריבוטים הראשונים בכל )ניתן למצוא את שרטוטי העצים בתיקיית הפרויקט 

 (.וזה גורם לדמיון הרב Bigram bayesואז  Unigram bayesהיוריסטיקות הוא 

 overfittingמניעת  - 3ניסוי 
הוגדר " מקדם הסיווג. "בגדלים שונים (training sets)בניסוי זה בדקנו מקדמי סיווג שונים על קבוצות למידה 

 .ID3-ב 3והוא הערך שקבענו בשורה , "(בחירת סיווג לפי הכרעת הרוב)"בפרק הקודם 

הוא התנהגות רגילה של ' 0'כאשר ערך  - 1 ,0.95 0.90 ,0.85 ,0.80 ,0.75: הרצנו בדיקות עבור הערכים הבאים

ID3 . בכל הבדיקות התגלה שהורדת . פעמים על קבוצות למידה בגדלים שונים 5כל סט בדיקות כזה הורץ

זאת מכיוון שהיא גורמת לעץ להיות פחות מותאם לסט , מקדם הסיווג מסייעת לקבל תוצאות טובות יותר

 .של העץ לקבוצת הלמידה overfittingכך ניתן למנוע . הלמידה

מקבלים שהשפעת מקדם הסיווג משפרת  קטנהעל קבוצת למידה ( 0.8~)כאשר משתמשים במקדם סיווג נמוך 

משפרת את דיוק  גדולהולעומת זאת הורדת מקדם הסיווג על קבוצת למידה , משמעותיאת דיוק החיזוי באופן 

וזאת  -קדם הסיווג גדלה ככל שקבוצת הלמידה קטנה ההשפעה של הורדת מ, כלומר. מתונההחיזוי רק במידה 

 ;התוצאה שניתן לראות בגרף הבא

 

training_data_1 ו, היא קבוצת הלמידה הקטנה ביותר-training_data_5 השיפוע המצוין . היא הגדולה ביותר

ניתן לראות . המדידות עבור ערכי מקדם סיווג שונים לכל קבוצת למידה 5בגרף הוא שיפוע של קו ישר בין 

 .שמגמת השיפוע יורדת

 אופטימיזציה למבנה העץ באמצעות גיזום - 4ניסוי 
עצים -הרצנו סריקה על העץ למציאת תתי, כלומר, בניסוי זה ביצענו אופטימיזציה למבנה העץ באמצעות גיזום

א בעל בכך יצרנו עץ שהו. העץ בעלה הרלוונטי-במקרה כזה החלפנו את שורש תת. שבהם כל העלים זהים

 .אבל יעיל יותר עבור חיזוי, אחוז הצלחה זהה לעץ הקודם

 ;קיבלנו IGRעם היוריסטיקת  ID3עבור חיזוי על עץ החלטה שנבנה באמצעות 
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 .תכונות בממוצע לכל דגימה עבור קבלת חיזוי 8..8ומעבר על , 91.54%אחוז הצלחה של  - לפני הגיזום

 .תכונות בממוצע לכל דגימה עבור קבלת חיזוי 7.24ר על ומעב, 91.54%אחוז הצלחה של  -אחרי הגיזום 

 .בתיקיית הפרויקט, לפני ואחרי הגיזום, ניתן למצוא את שרטוטי העצים

 קבוצות למידה בגדלים שונים - 5ניסוי 
 

 .בגדלים שונים training setהגרף הבא מתאר סדרת ניסויים שבוצעו על עצי החלטה עם 

 .ציוצים חדשים 18,980הכולל  esting settכל המסווגים נבדקו על אותו 

 

 
 

 :כמה נקודות חשובות לגבי הגרף

 גודל ה-training set שמופיע הוא ה-training set המשולב ששליש מתוכו מוקצה כ-training set  עבור

 .ושני שליש מתוכו מוקצים לעץ ההחלטה, המסווגים הבייסיאנים

  עד ששלושת הגרפים נראים כגרף אחד בצבע , כל כך קרובים זה לזההשונות ביצועי היוריסטיקות

 .ירוק

; וזה לחלוטין לא מקרי, Unigram bayesביצועים דומים מאוד לאלו של הניתן לראות כי עץ ההחלטה נותן 

 .נבחר תמיד להיות בשורש עץ ההחלטה Unigramסקירה של מבנה עצי ההחלטה מראה שהאטריבוט של סיווג 
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 מסקנותסיכום ו

 סיווג בייס נאיבי
 

 .-Bigramמתאים יותר לפתרון הבעיה מאשר מסווג ה Unigram-התוצאות מצביעות על כך שמסווג ה

בודדים שרובם חדשים ולא נראו  Bigramsלדעתנו הסיבה נעוצה באופיים הקצר של ציוצים בטוויטר שמכילים 

-המצב הזה מוביל לכך שבעוד מסווג ה(. נדירים בשל מספרם העצום bigrams-כי רוב ה) training set-עוד ב

Unigram  מסווג ה, המילים בציוץ( או כמעט כל)מבסס את החלטתו על כל-Bigram  נאלץ להתעלם מרוב חלקי

 .הציוץ

-ולמרות ההנחה החזקה לגבי אי פחות משמעותיהתברר כ unigram-לעומת זאת החשש שהבענו לגבי מסווג ה

 .המסווג נתן תוצאות טובות מאוד, ין מילים והקשרןתלות בה

 :ותרנו עם שאלה פתוחה בנושא בנושא זהנעם זאת יש 

 training set-ה את להגדיל נמשיך אם גם Bigram-ה על בביצועיו יעלה Unigram-ה נאיבי בייסיאני בסיווג האם

 ?מונים עשרות פי

 אחד אפשרי תרחיש ולכן ומצטמצם הולך Unigram-ה מסווג לטובת בביצועים שההפרש ראינו התוצאות בהצגת

-ה מסווג על בביצועיו עולה Bigram-ה מסווג לבסוף היה training set-ה את להגדיל ממשיכים היינו שאם הוא

Unigram .מסוים בשלב כי ייתכן ולכן וקטן הולך בביצועים השיפור שקצב היא שראינו נוספת מגמה, שני מצד 

 .הגענו שאליו מהשלב רחוק לא זה ששלב וייתכן, שלהם בביצועים לרוויה המסווגים שני יגיעו

 עצי החלטה
 

בתור שורש  Bayes unigram-מתוך התבוננות במבנה העצים ניתן לראות שבכל היוריסטיקות נבחר אטריבוט ה

תוצאה זו תואמת את ביצועי (. בכל תתי העצים)בתור האטריבוט השני  Bayes bigram-העץ ואטריבוט ה

 .המסווגים הבייסיאנים שמדדנו בחלק הקודם

נראה שרוב השורשים של תת העץ , Bayes unigramעבור אטריבוט  Xאם נתבונן בתת עץ מסוים של ערך 

 .Bayes unigramבין הביצועים של בין הביצועים של העץ ליש דימיון רב מאוד כתוצאה מכך . Xמתוייגים בערך 

 (experiment2_IG_optimized.png: נלקח מהתמונה)להלן דוגמא שמראה חלק ממבנה טיפוסי 

 

 :במבנה המופיע בתמונהאפשר למצוא הגיון רב 

 ובאופן מתאים רוב , המסווגים הבייסיאנים כפוליטיקה כל הדוגמאות המתאימות לשורשים סווגו על ידי

 . השורשים בעץ ההחלטה מסווגים כפוליטיקה

 עץ ההחלטה ייתן בכל זאת חיזוי אחר, במקרים מסוימים. 

בהנתן )אך מכיל אזכור של כסף הוא יסווג , לדוגמא אפשר לראות שאם ציוץ לא מכיל מדינה או עיר

כן הגיוני כי טכנולוגיה בדרך כלל אינה קשורה למקום גיאוגרפי זה א. כטכנולוגיה( תכונות נוספות

 .בתיאור מחיר של מוצרים טכנולוגים או של חברות טכנולוגיותספציפי וכסף יכול להופיע הרבה 

בהנתן תכונות )דוגמא נוספת היא ציוץ שמכיל מדינה או עיר ומכיל סימן קריאה או סימן שאלה יסווג 

וערים ( נבחרות לאומיות)גיוני מאחר ובציוצי ספורט שמות של מדינות גם זה ה. כספורט( נוספות

כמו כן סגנון הכתיבה בציוצי ספורט נוטה להיות יותר נלהב ופחות . נפוצים( קבוצות ספורט עירוניות)

 .ולכן מכיל יותר סימני קריאה וסימני שאלה ,פוליטיקהציוצי פורמלי מאשר 
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 (:experiment2_GINI_optimized.png: נלקח מהתמונה)הנה דוגמא נוספת 

 

לכן . סיווג כספורטBayes bigram -סיווג כטכנולוגיה וה Bayes unigram-הכאן רואים מקרה בעייתי יותר שבו 

 -מה שמתאים לכך שה, נטיה מעט חזקה יותר לטכנולוגיה)בתת העץ אין נטיה חזקה בעלים לסיווג מסוים 

Bayes unigram נותן ביצועים טובים יותר מה-bigram.) 

הוא האטריבוט שמציין האם הציוץ , אפשר לראות בקצה הימני שבשלושה מקרים מה שמכריע בין הסיווגים

מילים כאלה בדרך כלל מתאימות לדגם של מוצר טכנולוגי או . מכיל מילה שהיא שילוב של אותיות ומספרים

ל כאשר הציוץ מכיל מילה כזאת הוא מסווג "ואכן במקרים הנ. פורטאך נדירות בס "(ID3"כמו )  מושג טכניל

 .מסווג כספורט ואחרתכטכנולוגיה 

 DTL-שיפורים והרחבות ל
עלו כמה רעיונות להרחבה ושיפור  -אוספים גדולים של ציוצי טוויטר  -על סט הדגימות  ID3במהלך העבודה עם 

ניסינו ליישם כמה שיפורים לאלגוריתם במסגרת . מענה ומספר בעיות עליהן האלגוריתם לא נותן, האלגוריתם

 .או ביצוע אופטימיזציה על מבנה העץ" מקדם סיווג"הוספת , למשל; הפרויקט

 ;אך ראוי להקדיש להם מחקר בעתיד, מצאנו לנכון לציין את הנושאים אותם לא פתרנו

 - התמודדות עם תכונות בעלות ערכים רציפים

במקרים אלה פתרון אפשרי יהיה . בעלות ערכים רציפים( attributes)בתכונות במצבים מסוימים נתקלנו 

עם . להפריד את הערכים הרציפים לכמה קבוצות וכך לקבל קבוצה של ערכים בדידים ולהשתמש בה כתכונה

 .חלוקה שכזאת עשויה להיות שרירותית ולכן לתת תוצאות לא אופטימאליות, זאת

 - כים חסריםבעלות ער דגימותהתמודדות עם 

 ID3-במצב זה ניתן היה להשתמש ב(. על תכונה אחת או יותר)לעיתים נתקלנו בדגימות בעלות ערכים חסרים 

לא יהיה נכון להתחשב בערכים אלה בהיוריסטיקות , מצד שני(. '?' -למשל )י סימון הערך החסר כערך נוסף "ע

 .ID3של 

 -שיפור העץ בלמידה תוך כדי ריצה 

, אולם. ושימוש בעץ עבור חיזוי, בניית העץ; לטה כפי שראינו עד כה מופרד לשני שלביםשימוש בעצי הח

 ID3-שימוש ב. י למידה על דגימות נוספות"במצבים רבים בעולם האמיתי נרצה לשפר את העץ באופן מתמיד ע

ומייצר , לואחת על כל קבוצת הלמידה שנותנים -מכיוון שהוא רץ פעם אחת ובבת, אינו מותאם למשימה הזאת

 .עץ בעל מבנה קבוע


